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要旨:  
我々は，推薦の正確性を維持し，かつ多様性を向上させることによりユーザ満足度を向上させる推薦アルゴ
リズムを提案する．従来の協調フィルタリングによる推薦アルゴリズムでは，予測評価値計算において，近
傍ユーザの類似度の合計値で値の正規化を行っている．このため，評価値情報から多くの人が薦めていると
いう本来の情報が損失してしまう．我々は，予測評価値計算において類似度の合計値で正規化しない計算式
を提案した．また，推薦リストへのユーザ満足度を，適合性，納得性，意外性の 3つの指標を用いて定義し
た．評価実験において既存のアルゴリズムとの比較を行い，実際の推薦リストに対するアンケート評価の結
果，高い適合性と意外性の値を得た． 
 

Abstract:  

In order to improve satisfaction of users in recommendation lists, we will propose an alternative recommendation 

algorithm that increases diversity of lists keeping that of accuracy. A current recommendation algorithm, such as 

collaborative filtering, employs normalization by the neighboring similarity among users to calculate a prediction 

evaluation value. However, the algorithm with normalization can not include invaluable information concerning how 

many people recommend certain item. An alternative formula without normalization will be proposed, and also three 

indices to describe satisfaction of users; i.e. conformity, assent, and windfall. In conclusion, our algorithm can be better 

than the current algorithm with respect to recommendation list, in that our recommendation list can be found higher 

conformity and windfall than that of current algorithm in questionnaire evaluation by users. 

 

1. はじめに 
推薦システムは，Amazon.com など多くの商用
サイトで用いられている．協調フィルタリングは，
推薦システムを作る際に最もよく使われる手法
であり，実用的な手法とされている．従来の協調
フィルタリングによる推薦システムの研究では，
推薦の正確性（MAE，精度，再現率）の向上を
重視しており，推薦の多様性に関する研究は少な
い．正確性を重視した推薦システムは，ユーザの
嗜好を正確にとらえる反面，推薦されるアイテム
が似かよったものばかりになってしまい，意外な
アイテムの推薦が行われにくいという問題を抱
えている． 
本研究では，推薦の正確性をある程度維持し，
かつ推薦の多様性を向上させることにより，ユー

ザの満足度を向上させる推薦アルゴリズムの提
案を目指す． 
 

2. 先行研究 
推薦システムの多様性の問題に対し，Ziegler
ら[1]は従来の協調フィルタリングから求められ
る推薦リストを，リスト内のアイテムトピック
（Amazon.com で付与されているアイテム分類）
が最も多様になるアイテムの組み合わせに改善
する推薦アルゴリズムを提案している．また実験
により，推薦に多様性を導入することで，正確性
のみを重視した推薦よりも高いユーザ満足度が
得られることを示している．清水ら[2]はアイテム
の既知・不既知のユーザプロファイルを用いるこ
とで，発見性を考慮した推薦アルゴリズムを提案



している．これら先行研究の問題点として，[1]
では多様化の定義が十分でない点，[2]ではユーザ
プロファイルを作成することのユーザの労力が
大きい点などがあげられる． 
本研究では，正確性と多様性の両立を考えるた
め，既存の強調フィルタリングによる Top-N推薦
リストの計算アルゴリズムを改善し，共購買ネッ
トワークを用いた新たな推薦アルゴリズムを提
案する． 
なお、今回の研究においては，協調フィルタリ
ングによる Top-N 推薦リストの計算方法の改善
アルゴリズムを提案し，提案するアルゴリズムと
既存のアルゴリズムについて，推薦リストのシス
テム評価とユーザ満足度の評価について調査を
行う． 
 
3. 評価者数を考慮した協調フィルタ
リングアルゴリズム 
協調フィルタリングによる推薦は，ユーザと好
みの似たユーザグループが好きなアイテムをそ
のユーザに推薦するというものである．手順とし
ては，類似度計算と予測評価値計算の 2つの手順
で行われる． 
従来の予測評価値計算では，予測するアイテム
の評価値を，近傍ユーザの類似度の合計値で正規
化する手法をとる．しかし，個人の評価情報を正
規化すると，本来，気に入ったアイテムを他者に
薦めたいと考えてお気に入りアイテムを評価し
たユーザの情報は，正規化の段階で失われてしま
う．また，多くの人が薦めているという情報も評
価者数で割ることで失われてしまう． 
そこで我々は，評価情報の損失を防ぎ，評価情
報を保存した協調フィルタリングアルゴリズム
を提案する． 
 
3.1. 従来の協調フィルタリングによる推薦 
類似度計算では，推薦を受けるユーザと似た嗜
好を持っているユーザを推定するために，ユーザ
間の類似度を計算する．一般的に類似度計算は，
相関係数法とベクトルを用いた Cosine 類似度に
よる計算方法とに分別される．本研究では，
GroupLens[3]において用いられたピアソン相関係
数と、事前実験において高い精度が得られた
Adjusted Cosine Similarityによる2つの類似度計算
を用いた． 
予測評価値計算では，類似するユーザの評価を
もとに，未評価のアイテムに対して，そのアイテ
ムの予測評価値を計算する．この値の上位Nアイ
テムが，Top-N推薦リストとしてユーザに提示さ
れる．本研究では，GroupLens[3]で用いられた
Adjusted Weight Sum (1)と，事前実験において高い
精度が得られたWeight Sum (2)による 2つの予測
評価値計算を，提案する予測評価値計算式との比
較対象として用いた．ユーザuの未評価アイテム
へ対する予測評価値 をそれぞれ以下に示す． i iuP ,
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ここで， はユーザmのアイテム iへ投票した
評価値，

imr ,

ur はユーザ の投票したすべての評価値
の平均，Σ

u
m∈Mはユーザuの類似度の高い上位M

人の近傍ユーザとする． 
 
3.2. 提案手法 
我々は，正規化による評価情報の損失を防ぐた
めに，予測評価値計算において，値を類似度の合
計値で正規化しないSimple Adjusted Summation手
法（3）を提案する． 

 
 
 
                                        (3) 
 
ここで，standard valueは，評価値の基準値（例え
ば評価値が 1～5の場合，基準値は 3となる）と
する．上記の式により，近傍ユーザの多くが高く
評価したアイテムほど値が高くなり，推薦リスト
の上位に現れやすくなると考える． 
 
4. 推薦リストの評価指標 
4.1. システム評価 
精度と再現率は，情報検索システムの評価指標
としてよく知られており，協調フィルタリングに
よる推薦リストの正確さの指標として用いられ
ている[4]．これらの値は交差検証法によって計算
される．交差検証法では，各ユーザの評価情報を
K個のブロックに分割する．ここで，K-1個のブ
ロックはトレーニングセットとされ，残りの 1ブ
ロックであるテストセットを予測するデータと
される．本研究では， K=10 の k-folding 
cross-validationによって以下の指標を計算した． 
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                           (5) 
 
 
ここで， はユーザ のテストセット中の好きな
アイテム集合，

x
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ザ iの推薦リスト内のアイテム，
x
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x
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正確さ以外の指標としては，推薦が当たり前で
ないことを表す Noveltyという指標が提案されて
いる[5]．Novelty における精度・再現率を以下に
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示す． 
                           (6) 

 
 

                                   (7) 
 
 

x
iC は，ユーザiのテストセット中の知らない好き
なアイテムとする． 
この他に、推薦リスト内に知らないアイテムが
どれだけあるかを測定するための指標として，発
見性という指標が提案されている[2]． 
 

                            (8) 
 
 

x
iD は，ユーザiの知らないアイテムとする． 

 
4.2. ユーザ満足度評価 
我々は，ユーザ満足度の評価において，適合性

(9)，納得性(10)，意外性(11)の 3 つの評価方法を
提案し，アンケートによってユーザ満足度の評価
を行う．  
 
 
                                  (9) 
 
 
                                  (10) 
 
 
                                  (11) 
 
ここで， N は被験者数， x

iLa はユーザ の推薦
アイテム中の，見たアイテムへの評価値 のアイ
テム数とする．同じように，

i
x

x
iLb は見てないけ

ど知っているアイテム， x
iLc は知らないアイテ

ムへの評価値 のアイテム数とする． x
本研究では，この指標の適合性と納得性を推薦
リストの正確性，また意外性を多様性として捉え，
ユーザ満足度の評価指標とする． 
 
5. 評価実験 
5.1.  実験概要 
実験の手順を以下に示す． 

 
1． 売上Top1000のDVDアイテムを全集合とし，
各ユーザ（学生 12人）にランダム 32個のア
イテムを提示する． 

2． ユーザは提示された各アイテムに対し，アイ
テム知識（見た，見てないけど知っている，
知らない）と，嗜好の評価値 1～5（1:最低，
5:最高）を入力する． 

3． これらの評価値情報をもとに，それぞれのア
ルゴリズムで推薦リスト（上位 Top10アイテ

ム）を生成する． 

x
i

x
i

x
i

L
4． 各アルゴリズムで生成した推薦リスト内のア
イテムの和集合をランダムでユーザに提示し，
ユーザは各アイテムに対して，アイテム知識
と評価値を入力する． 

 
手順 1 における Top1000 アイテムは，

Amazon.co.jpの全 DVDアイテム数に対する各ジ
ャンルのアイテム数の割合を考慮し，各ジャンル
での売上上位のアイテムを選定した． 
手順 4におけるアルゴリズムは，類似度計算ア
ルゴリズムとして Adjusted Cosine Similarity
（ACS），ピアソン相関係数（Pe）を用い，それ
に対応する予測評価値計算アルゴリズムとして，
既存手法のWeight Sum （WS），Adjusted Weight 
Sum（AWS）と，提案手法である Simple Adjusted 
Summation（SAS）を用いた．この他，推薦アイ
テムをランダムに選ぶアルゴリズム（Ra）を比較
対象として用いた． 

 
5.2. データセット 
本実験では，協調フィルタリングにおいて標本
となる評価値情報として，Amazon.co.jp の DVD
アイテムのレビュー情報を用いた．これらの情報
は，Amazon.comが提供する Amazon APIによっ
て取得し，ユーザ数 3108 人（1 ユーザあたりの
平均評価アイテム数 3.2個，平均評価値 4.2）の評
価値情報を用いた． 
 
5.3. 評価方法 
本実験では，推薦リストの評価方法として，評
価値情報のみから求めることができるシステム
評価と，実際の推薦リストに対するユーザ満足度
のアンケート評価の 2つによる評価を行う． 
 
5.4. 実験結果 
表 1は，各ユーザがランダムアイテム 32個へ
行ったアイテム評価と，評価値の内訳である． 

 
表1 ランダムアイテム32個におけるアイテムの内訳 

（平均アイテム数） 
 
 
 
 
 
 
 
表 2に，推薦された Top10アイテムにおける，
アイテム知識別のアイテム数を示す． 
表 3 は，3 つのシステム評価（精度・再現率，

Novelty，発見性）の計算結果である． 
表 4は，アンケート評価によるユーザ満足度の
結果である． 
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表 2 推薦された Top10アイテムにおけるアイテム知
識の内訳（平均アイテム数） 

 
 
 
 
 
 

 
表 3 システム評価（精度・再現率，Novelty，発見性） 
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表 4 アンケート評価（ユーザ満足度） 
 
 
 
 
 
 
 
 
5.5. 考察 
表 2より，ACSと Peの両方の SASにおいて，
他の予測評価計算手法よりも，見たアイテムが多
く推薦されていることが分かる．これは，SASに
おいて，近傍ユーザの多くが高く評価したアイテ
ムが，実際にユーザが見たアイテムである傾向が
高いことを示している． 
表 3の精度・再現率において，SASでは他の手
法よりも値が低くなった．これは，SASにおいて，
近傍ユーザの中で評価数が多いアイテム，つまり
一般的にレビュー数が高いものが推薦リストの
上位にきたため，ユーザごとのパーソナライズさ
れた推薦アイテムの順位が相対的に下がったた
めと考えられる．また，精度（Novelty）・再現率
（Novelty）において，Pe & WSと Ra以外の計算
結果が 0となったのは，推薦するアイテム数を上
位 10アイテムに設定したことと，表 2より，SAS
は知らないアイテムが推薦される数が少ないた
め，このような結果になったと考えられる．発見
性については，表 2の結果と対応した結果となっ
た． 
表 4では，適合性において，提案した SASが，
高い値を示している．これは，SASが見たアイテ
ムをより多く推薦できたことを示している．また，
SAS が意外性の項目において唯一プラスの値と

なっている．これは，SASでは知らないアイテム
を推薦される機会は少ないが，知らないアイテム
を推薦されたときには，そのアイテムの多くは高
く評価されているといえる．この理由として，近
傍ユーザの多くが高く評価しているアイテムに
ついては，ユーザの潜在的興味が高いアイテムで
あることが考えられる． 
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6. 結論 
本研究では，予測評価値計算において近傍ユー
ザの類似度の合計値で正規化しない予測評価値
計算式を提案した．評価実験において既存のアル
ゴリズムとの比較を行い，精度・再現率において
は既存の手法よりも値は低くなったが，実際の推
薦リストに対するアンケート評価の結果では，高
い適合性と意外性の値を得た．これらの結果より，
提案アルゴリズムによって，正確性と多様性を両
立したユーザ満足度の高い推薦リストを作成す
ることができた． 
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.00017 .00100 .00033 .00092 .00167 .00118 .00041
率 .00105 .00875 .00208 .00833 .01243 .00868 .00234
度

7. 今後の課題 
本研究では，提案手法により適合性の高い推薦
リストの作成が実現できた．しかし，見たアイテ
ムばかりが推薦されてしまうと，推薦アイテムが
当たり前すぎてユーザはその推薦に興味を持た
なくなってしまうことが考えられる．このため，
推薦リストでの，正確性・納得性・意外性のバラ
ンスにおいても検討する必要があると考える．ま
た，Amazon.com の共購買ネットワークを用いた
多様性の導入についても検討し，その効果につい
ても検証する予定である． 
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